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Úvod
Klasický přístup

Klasické odhady
Kaplan-Meier(1958)
Nelson-Aalen

Problémy
Malý výskyt událostí
Jen některé typy cenzorování



Možné pohledy
Stochastický přístup

Analýza přežití se zabývá analýzou času přežití, který je
popsán náhodnou veličinou T

P(T < t) = F (t) =
∫ t

0 f (u)du

Funkce přežití
S(t) = P(T ≥ t) = 1− F (t)

Riziková funkce - pravděpodobnost, že jedinec nepřežije ∆t,
dožil-li se t

λ(t) = P(t≤T<t+∆t|T≥t))
∆t = f (t)

S(t) = − ddt ln(S(t))



Možné pohledy
Deterministický přístup

Analýza přežití se zabývá analýzou přežití jedinců v kohortě o
velikosti N(t)

Funkce přežití - podíl počtu jedinců živých v čase t a na
počátku

S(t) = N(t)
N(0)

N(t + ∆t) = N(t)− d(t)N(t)∆t
d(t) = − ddt ln(N(t))



Možné pohledy
Shrnutí

stochasticky T deterministicky N
funkce přežití S(t)=P(T ≥ t) N(t)

N(0)

distribuční funkce F (t) = 1− S(t) 1− N(t)
N(0)

hustota f (t) = d
dt (F (t)) −

d
dtN(t)

N(0)

riziková funkce f (t)
S(t) = − ddt ln(S(t)) d(t) = − ddt ln(N(t))



Populační model
Základ

Uvažme maticový populační model s k třídami
n(t + 1) = An(t)

Dvourozměrný systém

Potřebujeme popis kohorty v jednotlivých časech

A má neznámé parametry- některé v závislosti na modelu však
můžeme pokládat za nulové



Odhady parametrů
Regrese

známe stavy kohorty n(0), n(1), . . . , n(T )

ni (t + 1) =
∑k

j=1 aijnj(t) + εi (t)

E(εi ) = 0,D(εi ) = σ2

Yi = Xβ + εi

β = (X′X)−1X′Yi



Odhady parametrů
Metoda maximální věrohodnosti

známe stavy kohorty n(0), n(1), . . . , n(T )

ni (t + 1) = edi (t)
∑k

j=1 aijnj(t)

d(t) ∼ N(0,Σ)

ln(ni (t + 1)) = di (t) + ln
∑k

j=1 aijnj(t)

m(t) := ln(ni (t))

věrohodnostní rovnice (vzhledem k nezávislosti)
P(m(1),m(2), . . . ,m(T )|A,Σ,m(0)) =∏T

t=1 P(m(t)|A,Σ,m(t − 1)) =∏T
t=1

1√
(2π)kdetΣ

e−
1
2 (m(t)−m̂(t))T Σ−1(m(t)−m̂(t)) → max

Σ neznáme, m̂ lze určit z matice

problém s nezávislostí, nekorelovaností



Odhady parametrů
Kvadratické programování

Uvažme maticový populační model s k třídami

n(t + 1) = An(t)

n(t+1)=

n1(t) · · · 0 n2(t) · · · 0 · · · nk (t) · · · 0

...
...

...
...
...

...
...

...
...

...
0 · · · n1(t) 0 · · · n2(t) · · · 0 · · · nk (t)





a11

...
ak1

...
a1k

...
akk



n(t + 1) = N(t)vecA



Odhady parametrů
Kvadratické programování

Vypustíme sloupce z N(t) odpovídající nulovým parametrům ve
vektoru vecA

N(t)→ M(t)

vecA→ p

Dostáváme tak model

n(t + 1) = M(t)p



Odhady parametrů
Kvadratické programování

Předpokládejme, že známe stav populace v časech 0, 1, 2, . . . ,T
n(1)
n(2)
...
n(T )

 =


M(0)
M(1)
...

M(T − 1)

 p

z =Mp



Odhady parametrů
Kvadratické programování

Pro populaci bez náhodných vlivů by platilo

z−Mp = o

Řešíme tedy úlohu kvadratického programování

1
2
pTCp − dTp → min,

kde
C =MTM

d =MTz



Souhrn

Máme parametry

Výhoda - práce s málo daty, snadné cenzorování, možnost
snadného podchycení složitějších funkcí

DFS-Pravděpodobnost být na živu a v remisi v nějakém
intervalu po zákroku

CDFS-Pravděpodobnost být na živu a v původní nebo
následné remisi



Kvadratické programování a CLFS
Možné stavy imatinib

ESTIMATION OF THE CURRENT DISEASE-FREE SURVIVAL FUNCTION 3

censor

exitus

treatment 1st remission 1st relapse 2nd remission 2nd relapse
last remission
or relapseQ1 Q2 Q3 Q4 Q5 Qk−1

S1 S2 S3 S4 S5 Sk

R1 R2 R3 R4 R5 Rk

P2P1 P3 P4 P5 Pk

Figure 1. Scheme of the considered course of a disease

2.2. Multi-state model. Let k be the number of states, i.e., k = 2m + 2 if none
patient relapsed after the m-th remission, and k = 2m + 3 otherwise. Suppose that
the states appearing in the considered cohort are ordered to the sequence: alive after
initial therapy and not achieving a remission, alive in the first remission, alive in
the first relapse, alive in the second remission, . . . , dead, censored, cf. Fig.1. Let us
choose a time unit short enough such that a patient can change the status at most
once during the unit time and denote Pi (i = 1, 2, . . . , k) the probability, that a patient
in the i-th state remains in it during the time unit (obviously, Pk−1 = Pk = 1), Qi,
(i = 1, 2, . . . , k− 3) the probability that a patient changes its status from the i-th one
to the i+1-th one during the unit time, Ri or Ci (i = 1, 2, . . . , k− 2) the probability,
that a patient in the i-th state dies or is censored, respectively, during the unit time.
Let ni(t) denotes the number of patients in the i-th state at the time t. Now, we can
describe the evolution of the cohort structure by the matrix model

(1)




n1(t+ 1)
n2(t+ 1)
n3(t+ 1)
n4(t+ 1)

...
nk−2(t+ 1)
nk−1(t+ 1)
nk(t+ 1)




=




P1 0 0 . . . 0 0 0 0
Q1 P2 0 . . . 0 0 0 0
0 Q2 P3 . . . 0 0 0 0
0 0 Q3 . . . 0 0 0 0
...

...
...

. . .
...

...
...

...
0 0 0 . . . Qk−3 Pk−2 0 0
R1 R2 R3 . . . Rk−3 Rk−2 Pk−1 0
C1 C2 C3 . . . Ck−3 Ck−2 0 Pk







n1(t)
n2(t)
n3(t)
...

nk−3(t)
nk−2(t)
nk−1(t)
nk(t)




;

more precisely speaking, ni(t+1) denotes an expected number of patients in the i-th
state at the time t + 1 on the condition that the numbers of patients in all of the
states at the time t were n1(t), n2(t), . . . , nk(t).



Kvadratické programování a CLFS
Model s cenzorováním

Studie 20 pacientů (49-2366 dní)

Model n(t + 1) = An(t)

A =



P1 0 0 · · · 0 0 0
Q1 P2 0 · · · 0 0 0
0 Q2 P3 · · · 0 0 0
...

...
...
. . .

...
...

...
0 0 0 · · · Pk−2 0 0
R1 R2 R3 · · · Rk−2 Pk−1 0
S1 S2 S3 · · · Sk−2 0 Pk


Funkcionální omezení z matice



Kvadratické programování a CLFS
Vývoj bez cenzorování

Předpokládejme, že cenzorování je nezávislé na dalších
procesech (smrt, relaps, remise)

Nové pravděpodobnosti budou úměrné pravděpodobnostem v
původním modelu

pi =
Pi

Pi + Qi + Ri
, ri =

Ri

Pi + Qi + Ri
i = 1, 2, · · · , k − 2

qi =
Qi

Pi + Qi + Ri
i = 1, 2, · · · , k − 3



Kvadratické programování a CLFS
Vývoj bez cenzorování

Máme nový model n(t + 1) = Bn(t)

B =



p1 0 0 · · · 0 0
q1 p2 0 · · · 0 0
0 q2 p3 · · · 0 0
...
...
...
. . .

...
...

0 0 0 · · · pk−2 0
r1 r2 r3 · · · rk−2 1


CLFS pak určíme takto

CLFS(t) =
1
N

(n2(t) + n4(t) + · · ·+ n2[(k−2)/2](t))



Kvadratické programování a CLFS
CLFS
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Kvadratické programování a CLFS
Složky
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Kvadratické programování a CLFS
Odhad konfindenčního intervalu



Děkuji za pozornost a přeji pěkný den


