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Uvod

Credit scoring je mnozina prediktivhich modeld a jim
prislusnych statistickych technik, které pomdhaji finan¢nim
institucim pri automatickém posuzovani zadosti o uvér.

Se znalosti pravdépodobnosti selhani zadatele, ocekavané
miry zamitani, oekavaného zisku/ztraty, popi. dalSich business
predpokladd, 1ze efektivné rozhodnout kdo uvér dostane, v jaké
vysi a jaké dalsi strategie maximalizuji profit plynouci z daného
zadatele/klienta.

Bad customers

Low risk High risk



Uvod

Zatimco historie avéru saha 4000 let nazpét (prvni
zaznamenana zminka o uvéru pochazi ze
starovékého Babylonu - 2000 let pred n.l.),
historie credit scoringu je pouze 50-70 let stara.

Prvni pristup k feSeni problému identifikace
skupin v populaci predstavil ve statistice Fisher
(1936). V roce 1941, Durand jako prvni rozpoznal,
ze tyto techniky mohou byt pouzity k rozliSovani
mezi dobrymi a Spatnymi uveéry.




Uvod

Vyznamnym milnikem pfi posuzovani uvértt byla druha
svétova valka.

Do té doby bylo standardem individualni posuzovani
zadatele o uvér. Dale bylo standardem, Ze ve financ¢ni sféfe
byli zaméstnani (témér) vyhradné muzi.

Odchod znac¢né c¢asti muzské populace do sluzeb armady

meél za ndsledek potfebu predat zkusenosti dosavadnich
posuzovatelli Zadosti o tvér novym pracovnik@m.

Diky tomu vznikla jakasi rozhodovaci pravidla a doslo k
y2automatizaci“ posuzovani zadosti o uver.



Uvod

Prichod kreditnich karet ke konci Sedesatych let
minulého stoleti a rlist vypocetniho vykonu zptisobil
obrovsky rozvoj a vyuziti credit scoringovych technik.
Udalost, kterda =zajistila plnou akceptaci credit
scoringu, bylo prijéti zakontt ,Equal Credit
Opportunity Acts” (o rovné prilezitosti pristupu k
uvérim) a jeho pozdéjsich znéni prijatych v USA v
roce 1975 a 1976. Tyto stanovily za neziakonné
diskriminace v poskytovani uvéru, vyjma situace,
pokud tato diskriminace ,byla empiricky odvozena a
statisticky validni”.



Uvod

V osmdesatych letech minulého stoleti zacala byt
vyuzivana logisticka regrese, dodnes v mnoha
oblastech povazovana za primyslovy standard, a
linearni programovani. O néco pozdé€ji se objevily
na scéné metody umélé inteligence, napf.
neuronove site.



——_——

Cesta k automatickému scoringu

® “HISTORICAL EVOLUTION™: e

PAST EXPERIENCE -> ESTIMATION FOR FUTURE




Vyvoj credit
scoringoveho modelu




Main Stages — Development

Stage 1: Preliminaries and Planning

e Create Business Plan
« Identify organizational objectives

» Internal versus External development,
and scorecard type

e Create Project Plan
o Identify project risks
« Identify project team.
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Main Stages — Development

Stage 2: Data Review and Project Parameters
e Data availability and quality

e Data gathering for definition of project
parameters

e Definition of project parameters
» Performance window and sample window

 Performance categories definition (target)
» Exclusions

e Segmentation
e Methodology
e Review of implementation plan.
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Main Stages — Development

Stage 3: Development Database Creation

e Development sample specification

e Sampling

e Development data collection and construction
e Adjusting for prior probabilities.
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Main Stages — Development

Stage 4: Scorecard Development
e Missing values and outliers
e Initial characteristic analysis
e Preliminary scorecard
e Reject inference

e Final scorecard production
» Scaling
« Points allocation
» Misclassification

e Scorecard strength

e Validation.
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Main Stages — Development

Stage 5: Scorecard Management Reports

e Gains tables and charts
e Characteristic reports.
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Main Stages — Implementation

Stage 1: Pre-Implementation Validation

Stage 2: Strategy Development

e Scoring strategy

e Setting cutoffs

e Strategy considerations
e Policy rules

e Overrides.
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Main Stages — Post Implementation

Post-Implementation

e Scorecard and Portfolio Monitoring Reports

e Review.
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Default — definice cilové prom. (good/bad)

Obvykle je tato definice zaloZena na klientové poctu dnti po
splatnosti (Days Past Due, DPD) a castce po splatnosti. S
castkou po splatnosti je spojena potfeba stanoveni jisté miry
tolerance, tedy stanoveni co je povazovano za vyznamny dluh a
co nikoli. Napf. nemusi davat smysl povazovat za dluh castky
mensi nez 100 K¢.

Ddle je tfeba stanovit ¢asovy horizont (performance window),
na kterém jsou dva zminéné parametry sledovany.

Za dobrého klienta lze napft. oznacit klienta, ktery:
* je po splatnosti méné nez 60 dnt(s toleranci 100 K¢) v prvnich 6-ti
meésicich od prvni splatky,
* je po splatnosti méné nez 9o dna (s toleranci 30 K¢) v pribéhu celé
své platebni historie (ever).
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Default — definice cilové prom.

Volba téchto parametr zavisi do zna¢né miry na
typu finan¢niho produktu (jisté se bude lisit volba
parametri pro spotrebitelské uvéry pro malé
castky se splatnosti kolem jednoho roku a pro
hypotéky, které jsou obvykle spojeny s velmi
vysokou finan¢ni ¢astkou a se splatnosti az nékolik
desitek let) a na dal$im vyuziti této definice (fizeni
rizik, marketing, ...).
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Default — definice cilové prom.

Dalsi praktickym problémem definice dobrého klienta
je soubéh nékolika smluv jednoho klienta. Napriklad je
mozné, ze zdkaznik je po lhGté splatnosti na vice
smlouvach, ale s rozdilnymi dny po splatnosti a s
rznymi ¢astkami. V tomto pripadé jsou vétSinou c¢astky
klienta dluzné v jednom konkrétnim ¢asovém okamziku
seCteny, a ze dnt po splatnosti na jednotlivych
smlouvach je brana maximalni hodnota. Tento pfistup
Ize uplatnit pouze v nékterych pripadech, a to zejména v
situaci, kdy jsou k dispozici kompletni ucetni data.
Situace je podstatné slozitéjsi v pripadé agregovanych
udaj, napt. na mésicni bazi.
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L

Default — definice cilové prom.

* Obecné uvazujeme nasledujici typy klientt:

e dobry (good),

e Spatny (bad),

e nedefinovany (indeterminate),

e s nedostate¢nou uvérovou historii (insufficient),
e vyfazeny (excluded),

e zamitnuty (rejected).

20



Default — definice cilové prom.

Prvni dva typy byly diskutovany. Tteti typ, tj. indeterminate, je na
hranici mezi dobrym a Spatnym klientem a pfi jeho pouziti piimo
ovlivityje definici dobrych/Spatnych klientti. Uvazujeme-li pouze DPD,
klienti s vysokymi DPD (napf. 9o +) jsou typicky oznaceni za $patné,
nedelikventni klienti (jejich DPD je rovno nule) jsou oznaceni za
dobré. Za indeterminate jsou pak oznaceni delikventni klienti, ktefi
nepiekroc¢i danou hranici DPD.

Ctvrty typ klientt jsou typicky klienti s velmi kratkou platebni historii,
u kterych je nemozna korektni definice cilové proménné.

Vyrazeni klienti jsou klienti, jejichz data jsou natolik Spatna, ze by
vedla ke zkresleni modelu(napf. fraudy). Dal$i skupinu tvoii klienti,
ktefi nejsou standardné hodnoceni danym modelem (VIP klienti).
Posledni typ klientG jsou ti klienti, jejichz Zadost o uvér byla
zamitnuta.
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Default — definice cilové prom.

Customer
| Default || /Ea(rly deFauR
Accepted (60 or 90 DPD) /{| (2-4 delayed payment, 60 DPD
] Late default >
Rejected — \Swed paymel’W

.

‘~_Not default_

Insufficient

- Excluded

. =

INDETERMINATE

22




Ci¢téni dat: Praktické zkudenosti

Pokud vase nova data obsahuji vice nez 30 cisel, tak je v
nich skoro jisté néjaka chyba.
Cisténi a priprava dat zabira obvykle 80 - go %
analytikova casu.
Pokud budete VELMI peclivi v této fazi, usetrite si daleko
vic ¢asu a nervi pozdéji — jinak stavite dim na pisku.
GIGO...Garbage in, Garbage out (smeti dovnitf, smeti
ven)

> sebelepsi model (proces) nevyrobi ze smeti nic jiného

nez opét smeti.
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Co zpusobi nekvalitni data

Sprava nekvalitnich/nadbytec¢nych dat
Nedorucené zasilky (marketing, fakturace)

Nespravné vysledky zpracovani (reporting, analyzy, data
mining)

Spatné fungovani systému (nekompatibilita)

Ztrata image, nespokojeni klienti
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Co zpusobi nekvalitni data

»  PFi mailingové kampani jedné britské maloobchodni spole¢nosti se
ukazalo, ze jedna pétina oslovenych uz zemrela. Presto (nebo pro to?)
byli obeslani s pozdravnym oslovenim ,Drahy pane Zesnuly“. V)

» Jista pojistovna zjistila, Ze vetSina jejich zakazniku ma |
zamestnani ,,Astronaut” — dalsi patrani ukazalo, ze ,Astronaut” je
prvni volba v seznamu v jejich CRM systému. 1)

» 44 000-98 000 Ameri¢anu roéné umira na zakladé odvratitelné
medicinské chyby jako prepsani pfi psani receptu, Spatné popsany
vysledek krevni zkousky, necitelna informace v pacientskych
zaznamech atd. Je to osma nej¢astéjsi pfi¢ina umrti v USA 2)

5 7.5.1999 bombardovaly ozbrojené sily USA Cinske velvyslanectvi v
Jugoslavii. Vysetrovani zjistilo: CIA pouziva zastaraly mapovy material;
jesté k tomu pracovnik predlozil v dusledku chyby v datech spatnou
adresu — ,Doslovné nakreslil X na nespravné misto“ 3

1) FPeel, M: Letters to the dead and other data dereliction. © 2007 Financial Times Deutschland. hitp:/fwww fid de, vydani z 2.10 2007
2) Oash, J. (1999): IT Can Reduce Medical Errors. ObsaZzeno v: Wang, Pierce, Madnick: Information Quality, 2005
3 BBC: Americas chinese embassy warning ignored. @ 1999 BBC. hitp-//news/bbc.co.uk/1/hifworld/americas/37775.stm, vydani z 2.10.2007
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Cisténi dat: Prdzkum proménnych

Nabyva pripustnych hodnot (x out of range)?

,Divné“ kody (,xxx" ,,9999°..)

Duplicitni kédy pro stejnou véc (,Z , %% ,Zena“, ,zena“..)
Kodovani Cestiny/rustiny/...

Preklepy apod.

> Editovaci distance (LevenShtEinova (B]Ia,II,I/IMI/Ip Hocudosuu }IeBeHLLITeI‘/’IH) ’ )
pomohou odhalit preklep

> Editovaci distance = pocet elementarnich editovacich krokt

otfebnych pro zménu jednoho fetézce na druhy. Viz
ttp://www.merriampark.com/ld.htm k Levenshteinové distanci

Je zde aplet, ktery ji umi pocitat
» Shlukovani fetézcti podle ED
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Cisténi dat: Prdzkum proménnych

Slucovani podobnych kategorii (prodava¢ -
prodejce - prodavacka);

Malo cetné kategorie (narodnost brazilska...) - je
tteba sloudit/pritadit k néjaké(kym) vice
Cetné(nym) kategorii(im) na zdkladé néjakého
vhodného kriteria.

Je distribuce pfiméfena nasemu ocekavani (interval
hodnot, rozptyl, Sikmost, Spicatost, modalni
hodnoty...)? Neni napft. piili$ ,ofezana“ ¢i naopak
,roztazena“?

> Nékdy se obtizné poznava: Napf. vék v ¢asti dat mtize byt kodovan
jako posledni dvojcisli roku narozeni, a v jiné ¢asti dat jako 2007 -
rok narozeni.
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Cisténi dat: Prdzkum proménnych

Shluky (clumping), typicky kolem zaokrouhlenych
hodnot

> Prijem -lidé radi zaokrouhluji smérem nahoru.

> Nebo tfeba kolem hranic vékovych kvoét, vzniklé tim, jak
tazatelé ,upravuji“ véky respondentd, aby se vesli do kvot.

Chybéjici hodnoty (pii¢iny vzniku, zastoupeni,...)!!!
Pozor na kody ¢asti (amer. x evrop. konvence), regiont
apod.!
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Cisténi dat: Vazby mezi daty

Vice proménnych
> Kontingenc¢ni tabulky, box ploty s kategoriemi, bodové grafy a
jejich matice, korela¢ni koeficienty
> Logické vazby (napt. 1otilety nemtze byt Zenaty, 3otilety
nemuze pracovat 20let,...)

Hledani pomoci programu/kodu - podminky vyjadiime pomoci
prostiedk matematické logiky a nechame pocitac, aby vyhledal ptipady;,
kde nejsou splnény.

» Extrémni hodnoty vicerozmérného rozdéleni
Bodovy graf
Mahalanobisova vzdalenost od tézisté: [(x-t)T S (x-t)]/?, kde t je vektor

vV V * Vv

napf. P. Filzmoser (2004) A multivariate outlier detection method,
http://www.statistik.tuwien.ac.at/public/filz/papers/minsko4.pdf

> Dalsi vlastnosti; napf. existuji o¢ekavané korelace?
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http://en.wikipedia.org/wiki/Expectation-maximization_algorithm

Cisténi dat: Vazby mezi daty

korektni vkladani dat do DB
> text. pole s nazvem zbozi vs. rolovaci

seznam s typem zbozi

100% v P 1 1 —
90% - ——1 |
80% A
70% A
60% -
50% -
40% -
30% A
20% A
10% +

|

|
Il
|
|

0%

#

.

8

9

10 11 12

1

BVT
ooT
B NA
o MT
OFK
BCT
oBT

» pofadi hodnot v rolovacim seznamu -
problém prvni (defaultni) hodnoty
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Exploraéni analyza — PROC?

Je tieba pochopit data:

> najit chyby v datech

> najit vzory v datech

> najit porusenti statistickych predpokladi, testovani
hypotéz

> ...a predevsim proto, ze pokud to neudélame, budeme
mit velké problémy pozdéji.
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Explorace dat - jednorozmeérna

Frekvencni tabulky, histogramy:

pocet podil badrate

Muz 248 768 55,0%| 13,08%

Zena 203 194 45,0% 7,69%

Total 451962 100,00  10,66%
delka_zamestnani pocet podil badrate

0 20 825 4,6% 4,69%

1 163 144 36,1% 13,43%

2 67 462 149%| 12,80%

3 43 778 9,7% 10,97%

4 26 256 58%| 10,01%

5 27 526 6,1% 9,32%

6 15 893 3,5% 8,16%

8 18 036 4,0% 8,39%

10 17 195 3,8% 6,72%

20 33641 7,4% 5,60%

24 5176 1,1% 4,48%

48 12 934 2,9% 4,28%

666 96 0,0% 3,13%

Total 451962 100,00 10,66%

e :
pohlavi i
60,0% - X )
—~ + 12,00%
50,0% .
40,0% o~ + 10,00%
i T~
30.0% SN~ 1 8,00%
i 1 6,00%
20,0% 1 4,00%
10,0% T 2,00%
0,0% 0,00%
\_ Muz Zena Y,
4 . == podil
delka_zamestnani adrate
40,0% 15,00%
30,0% ™
\ 1 10,00%
20,0%
/ \ 4 5,00%
10,0% —
0,00 L1 .H.H.”.ﬂ.”.ﬂ.ﬁ.”. 0,00%
_ 0 1 2 3 4 5 6 8 10 20 24 48 666 )
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Explorace dat - jednorozmeérna

[ vySe tivéru vs. cilova proménna (bad rate).
> je tieba vysvétlit veskeré ,nestandardni” zavislosti
» uplné pochopeni dat vede k interpretovatelnym
modeltim s vysokou prediktivni silou

OK? Nebo je to zptisobeno jinym faktorem???

e .
vyse_uveru ==podi .
25,0% 70007
20,0% = A
' 1 15,00%
15,0% — ,/ \ V4
\_——" {1000%
10,0% —
5 0% H H T 5,00%
0,0% HA L Al .|_|.|_|.r'.'_‘. 0,00%
QO O O O O O O O O O O
S L (O L O L O L (O O
S TP P KPS )
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Explorace dat - jednorozmeérna

Variahle Mean| SidDev| Variance| Minimum| Maximum [N Miss 1si Pcil 5th Petl
Ba_hge 36.7928463 | 100283282 | 1005673670 18.0000000( 590000000 0| 21.0000000| 230000000
Lu Orig 15346757 | 6E3T061 | 4674539752 19600.00( 500000 0| 427000 6200000
Orig LTV Rafio Pet | 930798522| 8.8537162| 723832006 20.0000000 1110000000 0| 63.0000000| 300000000
PR b4 r, Chedit sore 6376653165 625002322 395 44 4400000000 | 9990000000 0{ 527.0000000 | 5750000000
SPO] 1te pI‘O| nenne.: Tot rathly incta SU47L|  W5216| £71525406(500.0000000| 6500000 0| 147300 200000
Wedian st inc 4404507|  43151| 2950132398 | 3258900 5735200 0| 3300 3855000
o v DTI Ratio 03747207 | 0.1758618| 00305274 0| 34280770 0 0 0
> prumer otz apprd val et | 170661.44|  E1775.07| 6637162030 0| 000000 0| 4700000  63000.00
p_pre_arat 16468156 | 79719.34| 6355252570  20000.00( 27000000 0| 4500000 6500000
> Tot_rathly debt_exp 174546 | 108920| 118634836 0| 1722500 0 0 0
modus
Lower Upper
> l(Vantll Variahle 10th Petl| Quartile| Median| Quantdle| 90thPotl| 95thPeil| 99th Poil
Y Bo hge 25.0000000 | 30.0000000( 37.0000000( 410000000\ 500000000 | 56.0000000( ¢8.0000000
Ln Orig 75000.00| 10350000 14150000 ( 19095000 25500000 285600.00( 32270000
> I'OZPtYl Oriz LTV Ratio Pet | 50.0000000| 50.0000000| 55.0000000 | 100.0000000( 1000000000 | 1000000000 | 1020000000
Credit score 06.0000000 | 647.0000000 | 658 0000000 | 7370000000 | 765.0000000 | 7830000000 | 3010000000
. . , , Tat rfhly incta 24200( 3245000 467200 AD0ODO| 797500  SAIL00| 14830000
> min / m alealnl Wecian state_inc /00000  ADLTLO0|  4398B00(  49EM400| 5329500  SETEI00| 5677200
. DTI Rafio DA7E3E0( 02798700 03761930| 04710300| 05746000| 06383500 0.8506840
orig apped val amt | S2000.00( 11300000 15400000| 21400000 28500000| 327000.00( 41500000
h()dn()ta P s 7300000 1090000 14365000| 20500000) 27551200| 31950000( 405000.00
Tot rhly debt exp | 6550000000 107300 157800  225300) 300800 3604000  5200.00

il

the e SerusDicid

> vztah k cilové
promenne
casto je vhodna
kategorizace (nasledné

frekven¢ni tabulky, vztah k
cilové proménné)

FEEREE

U U dichotomické cilové prom.
(o/1) jde o relativni zastoupeni
vybrané kategorie (napi. bad

rate)

pro

vhodné

intervaly

zkoumané proménné. Intervaly
muzou byt:
» pevné dané, napf. 0-10,10-

20,.
> d

» klouzavé okno

ecily/percentily
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Explorace dat - jednorozmeérna

] Histogramy, box ploty

0sf

o4t

03f

01r

] Stabilita v ¢ase

~
Pocet navrha smiuv - typ zbozi
60 000
50 000
—BT
40 000 cr
FK
30000 MT
—NA
20 000 —or
— VT
10 000
0 . . " " "
27.2.-53. 63.-123. 133.-193. 203.-263. 27.3.-24. 34.-94.
& J

w
i
T

score

01

L
BAD

I
GOOD

100% -

80% -

60% -

40%

Pocet navrhu smiuv - typ zbozi

=== H=1

20% A

0%

BN

27.2.-53.

6.3.-12.3.

13.3.-19.3. 20.3.-26.3. 27.3.-24. 34.-94.
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Explorace dat - vicerozmeérna

Kontingenc¢ni tabulky

» absolutni ¢etnosti slouzi

ke kontrole jestli néktera

kombinace hodnot neni
prilis malo Cetna

+ sloupcové podminéné)
slouzi k odhaleni vztahti
mezi promennymi

relativni ¢etnosti (fadkové

do 5000|5000- 10 000 | 10 000 - 15 000 | vic nez 15 000
BT 4291 8 581 9176 9 044
CT 7 587 12 493 6 500 7236
FK 258 1017 851 557
MT 27191 39 551 16 524 5992
NA 426 1088 1114 2737
oT 2478 3 689 2 103 3475
VT 384 1001 963 9 086
row % do 5000 |5000- 1000010 000 - 15 000 | vic nez 15 000
BT 13,8% 27,6% 29,5% 29,1%
CT 22,4% 36,9% 19,2% 21,4%
FK 9,6% 37,9% 31,7% 20,8%
MT 30,5% 44,3% 18,5% 6,7%
NA 7,9% 20,3% 20,8% 51,0%
oT 21,1% 31,4% 17,9% 29,6%
VT 3,4% 8,8% 8,4% 79,5%
col% do 5000 |5000- 10000 |10 000 -15 000 | vic nez 15 000
BT 10,1% 12,7% 24,6% 23, 7%
CT 17,8% 18,5% 17,5% 19,0%
FK 0,6% 1,5% 2,3% 1,5%
MT 63,8% 58,7% 44,4% 15,7%
NA 1,0% 1,6% 3,0% 7,2%
oT 5,8% 5,5% 5,6% 9,1%
VT 0,9% 1,5% 2,6% 23,8%
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Explorace dat - vicerozmeérna

100%

80%

60%

40%

20%

0%

Pocet navrha smluv - typ zbozi

O vic nez 15 000

010 000 - 15 000
@5 000- 10000
O do 5000

BT

FK MT NA oT

VT

100%

90%

80%

70%

60%

50%

40%

30%

20%

10%

0%

Pocet navrha smiuv - typ zbozi

—

BVvT
ooT
B NA
oMmT
OFK
BCT
oBT

do 5000

5000 - 10 000 10 000 - 15 000 vic nez 15 000
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Implementace




Implementace

Analytik sepise pozadavek a preda IT

e SW model (SAS,...) -> papir -> schvalovaci kole¢ko ->
PL SQL,...

Implementace s asistenci IT

e Analytik sdm vytvori schvalovaci kéd (PL SQL,
DLL,...), ale jakdkoli tprava podléha schvaleni a
asistenct IT.

Implementace plné pod kontrolou odd. risku
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Schvalovaci proces

Client (new)

Scoring on fraud
and default

cutoffs on RAROA

rejection rejection rejection
Policy declines — low What is the Is the number of
age, unsufficient probability that client  client's phone valid?
length of will pay? Etc.
employment,

Will the contract be

terorrist” etc. profitable?



Schvalovaci proces

Identifikace zadatele, reseni

problémi s duplicitami
Napocty prediktorti — na
datovém skladu, online CB
’ Approve Verify Reject
Schvalovaci proces - sekvence

aktivit vedouci ke schvaleni
nebo Zamitnuti Smlouvy Verification activities

Provadéni verifikaci - Call
centrum

Automatické kontroly -

externi zdroje, skoring
Ve Spicce az desitky tisic
schvalovani za hodinu
(Rusko, Cina)




Workflow

Sekvence nékolika aktivit
definovanych schvalovacim
procesem

e Manuadlni aktivity - v Call
centru operator vyplni
vysledek

e Automatické - vysledek
aktivity zvoli systém

e Specialni - ¢ekani, prechod
mezi workflow

Graficky editor pro snadnou
modifikaci atributt

Automaticka ¢ast a call centrum
— samostatné aplikace, soubézny
béh na vice serverech
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Skdorovani zadosti P

Rirlsaac,

-3 Pre-Approved_MNew

e Tvrdé kontroly a dalsi pravidla

» Skoringové funkce - typ klienta,
skoring

* Logisticka regrese

* Rozhodnuti jak pokracovat dal -

schvaleni, zamitnuti, jiné
workflow

* Snadna modifikace vsech
nastaveni

* Samostatna Java aplikace
spousténa schvalovacim
procesem, bézi paralelné na
dvou serverech

* Vola se nékolikrat pro kazdy é amtoges 202

:)‘E;|Wr0ngChannelCode

WebLogic8.1 or 9.2
A HP UX or Redhat Linux
E HP Praoliant, e.g. DL580, RedHat Linux 2-4 CPU

HP Ui or Redhat Linux

sChValOVaCi pro Ces : HP Praliant, e.g. DL5SE0, RedHat Linux 2-4 CPU




FICO™ Blaze Advisor®
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* Business objectives: anadll
e Modifikace nastaveni o
schvalovaciho  procesu  bez i =
zasahu IT == =
[ J ! -

e Technical objectives:

e Zpracovani 500 ooo zadosti/

hod.

e Zpracovani 1 0oo 000 pozadavki
skorovaciho modulu/ hod.

e Podpora Champion/challenger
e Online i batch mode
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Fungovani modelu
V praxi




Monitoring scoringovych modelu

J Neni piekvapivé, ze prediktivni modely se ve statistickém slova smyslu
chovaji nejlépe na vyvojovém vzorku dat. Vystupy téchto modeld, napt.
skore nebo rating klienta, jsou pocitany pomoci jistych vzorcd, jejichz
koeficienty pfislusejici nezavislym proménnym (prediktoritim) jsou
odvozeny na datech vyvojového vzorku. Posun distribuce vystupu daného
modelu je pak zapfi¢inén pravé zménou vstupnich hodnot modeluy, t;.
prediktord, v prabéhu c¢asu. V podstaté ihned (alespon vétSinou) po
nasazeni prediktivniho modelu do praxe dochazi k jistému poklesu jeho
prediktivni sily, ktery je zptisoben urcitou zménou vstupnich hodnot
modelu. Zasadni je v praxi nastaveni takovych procest, které odhali, Ze se
tak déje, pro¢ se tak déje a jak vazny problém to ve svych désledcich
znamena.
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Monitoring scoringovych modelu

J Faktor@ zptisobujicich posun v distribuci prediktorti, a nasledné posun v distribuci
vystupu prediktivniho modelu, je nékolik:

» Prirozeny posun v datech/zména demografické struktury dat

»Databazové chyby

»Zména datového zdroje

»Zmeéna definice/formatu vstupnich dat
»Zména datového univerza

»Ostatni (organizovany podvod,...)

d Typickym prikladem prvniho uvedeného dévodu je prijem klienta
(vSeobecnym trendem je rast prijmu populace). Zménou definice/formatu
vstupnich dat je myslena napfiklad situace, kdy je rozsSifen Cciselnik
hodnot, kterych miize vstupni proménna nabyvat. Zménou datového
univerza je myslen piipad kdy je vyvinuty prediktivni model pouzit napt.
pro odlisSny/novy segment portfolia nebo odliSny/novy produkt. 47



Monitoring scoringovych modelu

1 K-S, Gini:

s

0,7

0,6

0,5

0,4

0,3

0,2

0,1

Stabilita SF -tydny

m— Gini
— K-S

Vzorek 2006- 2006- 2006- 2006- 2006- 2006- 2006- 2006- 2006- 2006-

13
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Monitoring scoringovych modelu

4 N
Zavislost defaultu na Skore

40%

= = ‘'vzorek

— 2006-13
2006-14
2006-15
2006-16
2006-17
2006-18
2006-19
2006-20
2006-21
—2006-22

35% o

30% -+

25% +

20% o

15% +

10% -+

5% A

0%

g & & & & & & & ¢

- J

> Cim strméjsi kiivka tim 1épe.
» V priibéhu casu se zplostuje - jde o to, jak moc.



Monitoring scoringovych modelu

J c-statistika:

Rating (pst. Defaultu na60DPS do 12 més.)

100.00% - - 18.00%
30.00% .
£0.00% - o 17.50%
;EEE: 1 17 00%
50.00% - ] 16 50%
40.00% -
30.00% 1 - - - - 6. 00%
20.00% - 5 50
10.00% -
0.00% : : : : 16.00%

u‘g,'n.rojuzorek X0d xhoa Xiod LS s
== hB0T (6%) = hE0G (5%) I hBE0E (11%)
C—IhB10 (12.5%) 11 (16.25%) B2 (18.75%)

GO (21 25%)
. b4 (24%)

COhC02 (25%) . A0S 0%
—r—oadhad primér. pst. defaultu

KRN
100.00% 0.54
0o ; E\
20.00% 1 "~ " r 0.54
70.00% /’_ bl
G0.00% 4 0.43
50.00%
40.00% - 052
30.00%
20.00% 0.51
10.00% 1
0.00% T T 0.4
i) vzorek w04 A-04 HIl-04 k05 105

I KRN (1%)

B KRNZ (4%)

KRN (16 5%) == KRMG (20%)

KRN (9%)
m— KRNT (24%)

KRN (13.5%)
e (- Statistika
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Monitoring scoringovych modelu

J Chceme posoudit zda se distribuce skére na vyvojovém vzorku lisi od distribuce
skore vdaném c¢asovém intervalu:

2_r(0i_

l

E)’

PSI = (0, -E)In
i=1

0,

]

E.

1

vyv. vzorek [1] |tydend [2] [[31=12] 111 [[Z1=121/[1] |[51=In[4] |[6]=[3]"[5]

skore_1 10,00% 563% | -0,044 0,563 | -0,574 | 0,025
skore_2 10,00% 11,21% | 0,012 1,121 | 0,114 | 0,001
skore_3 10,00% 11,00% | 0,010 1,100 | 0,095 | 0,001
skore_4 10,00% 10,97% | 0,010 1,097 | 0,092 | 0,001
skore 5 10,00% 10,31% | 0,003 1,031 | 0,031 | 0,000
skore_6 10,00% 10,12% | 0,001 1,012 | 0,012 | 0,000
skore_7 10,01% 9,62% | -0,004 0,061 | -0,039 | 0,000
skore_8 10,00% 9,89% | -0,001 0,089 | -0,011 | 0,000
skore_9 10,00% 10,31% | 0,003 1,031 | 0,030 | 0,000
skore_10 10,00% 10,94% | 0,009 1,095 | 0,091 | 0,001

PSI 0,030
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Monitoring scoringovych modelu

0,1 < PSI <£0,25

znaci zadny nebo jen velmi maly rozdil danych distribuci
skore.

znamena, Ze doslo k néjakému posunu distribuce, nicméné
nikterak vyznamnému.

signalizuje vyznamny posun v distribuci skore, t;j.
zamitame hypotézu o shodé danych distribuci.
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Monitoring scoringovych modelu

0,05
0,05

0,04 /
0,04

0,03 _M 4/\ / /
0,03

0,02 /

0,02

0,01

0,01

0,00 1 1 1 1 1 1 1 1 1
2006-13 2006-14 2006-15 2006-16 2006-17 2006-18 2006-19 2006-20 2006-21 2006-22

PG| = chj-kvadrat




Monitoring scoringovych modelu

' DR2.
I
PSlo; =Y (DR2; —DRL,)In| —*
— DR,
def_rate Gini PSI_DR PSI chi-kvardat
vzorek 7,59% 0,643 B
200613 9,38% 0,564 0,120 0,030 0,024
200614 9,35% 0,542 0,131 0,034 0,027
200615 8,70% 0,537 0,093 0,032 0,025
200616 8,57% 0,523 0,089 0,033 0,026
200617 8,59% 0,540 0,071 0,030 0,025
200618 9,19% 0,544 0,111 0,030 0,024
200619 8,03% 0,558 0,063 0,034 0,026
200620 8,52% 0,552 0,055 0,023 0,019
200621 8,05% 0,555 0,043 0,027 0,022
200622 7,76% 0,539 0,039 0,045 0,034




Monitoring scoringovych modelu

0,14 0,70
0,12 0,65
0,10
0,60
0,08 —
c
0,55 o)
0,06
0,50
0,04
0,02 0,45
0,00 0,40
Vzorek 2006- 2006- 2006- 2006- 2006- 2006- 2006- 2006- 2006- 2006-
13 14 15 16 17 18 19 20 21 22
=— = =Def. rate PSI_DR PSI = = = :chi-kvadrat == = Gini
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Champion-challenger
(mistr — vyzyvatel)

J K rozSifeni vyuziti strategie champion-challenger doslo v
devadesatych letech minulého stoleti. Princip je velmi jednoduchy.
Predpokladejme, Ze existuje néjaky zptsob délani néceho (napfi.
aktualné pouzivany scoringovy model pro schvalovani/zamitani
zadosti o uvér). Tento zpasob nazveme mistrem (champion).
Nicméné existuji dalsi, jeden nebo vice, alternativni zptsoby jak
dosdhnout téhoz (nebo velmi podobného) cile. Tyto nazveme
vyzyvateli (challengers). Na nahodném vzorku otestujeme
vyzyvatele a porovname s mistrem. To nam umozZni nejen porovnat
efektivnost vyzyvatelt a mistra, ale ziskame moznost identifikovat
existenci a rozsah vedlejSich efekti. Vysledkem pak mtize byt
zjisténi, ze néktery z vyzyvatell je lepsi neZ mistr a tento vyzyvatel
se stane novym mistrem. 56
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Segmentace

» Data provided by a financial company operating in
Central and Eastern Europe providing small- and
medium-sized consumer loans. Data were registered
In 2004 - 2006. To preserve confidentiality, the data
were selected in such a way as to provide heavy
distortion Iin the parameters describing the true
solvency situation of the financial company.

= Around 1 100 000 cases of fraudsters, 2 500 000 cases
of defaulters

= 21 explanatory variables
= Target variables:
= Fraud: 90 DPD on first payment
= Default: 60 DPD on 2" - 41" payment
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Segmentace

= Tested variants:

= 2 |ogistic regressions (LRs for whole improvement
sample frauds and defaulters) (compared to
base model
» Expert segments (2x7 LRs for frauds without
and dEfﬂU"EFS) segmentation)

= Using commodity (mobiles, furniture,...) Defaulters| unseg.| 0.423

7seg.| 0.444 4.96%
» Expert segments (2x29 LRs for frauds

29seg.| 0.465 9.93%
and defaulters) 70seg| 0.513 21.28%
= Using commodity x distribution channel 37seg| 0.472 11.58%

Fraudsters| unseg.| 0.597

» Chaid-tfree segments (2x70 LRs for

frauds and defaulters) z;:::: Eﬁ f 152929;
» Product segments (2x37 LRs for frauds 70seg| 0.662 10.89%

and defaulters) 37seg| 0.649 8.71%
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Segmentace

Features taken into account (for 37 segments):

Experience from regression trees — the best Ginis
Product dimension — risk over products

Commodity dimension — risk over commodities
Statistic stability — sufficiently large sample in segment
Price control — bright insight to profit analysis

Variables for segmentation:

Mark up

Down payment
Credit amount
Commodity type

...Information value were
very high for all of these

W W
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i
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Segmentace

* One year later = new segmentation, var. interactions

= Developed new models with 6 segments and some more complex variable
interactions and compared with models with 37 segments

(with redeveloped coefficients)
= |[nteractions between variables provided for =
a significant gain in Gini coefficient.

[ ] T”‘ne Stab”lty [ Comparison of 37 and 6 segments scoring functions 1 - ’ P I FRrar
- g .-"A:f .f#‘fff - K"f j/ f-"} e“f’f # :.-ﬁ‘.
0.650 s

e
0.500 REE * -
0550 ...,..f T
0.0 A
o450 —— —_ . —=—
n.am _‘V/ —
- Sample — — — —
‘?{\’E‘: + ﬁﬂ ¥ vﬁﬂfy{;ﬁﬁﬁrg%ig% v‘&ﬁmﬂﬁ
— 37 tegmentz-tauds | —— 37 segmens - defauters
& segmerts - faus 5 segrant - ortasters

* Advantages of new segmentation:

= (Clear structure of segments

=  Better time stability of developed models

* More simple monitoring 50
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